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Abstract—Deep learning methods are successful in many
different domains such as image, natural language and signal
processing. However, the number of samples affects success of
deep learning algorithms significantly. Therefore, it is seen as a
big challenge to obtain or produce lots of labeled data. A transfer
learning method has been proposed to overcome this problem.
Transfer learning aimed that using a pre-trained network instead
of training it from scratch as the basis for new problem. In this
paper, it is looked for a solution to fabric defect detection problem
through transfer learning. The sale of defective fabrics damages
both producers and customers. Accurate and rapid detection
of fabric defects is a crucial problem for the textile industry.
Since fabric has the features of unique own textures, it is a
matter of curiosity how the transfer learning method will result
in determining the fabric defect. In this study, using the AlexNet
model trained with millions of images, the success rate of training
from stratch to 75% was increased to 98 % with transfer learning.

Index Terms—deep learning, transfer learning, fabric defect,
alexnet, CNN.

Ozet—Derin 6grenme yontemleri goriintii, dogal dil, sinyal
isleme gibi bircok farkh alanda basarih sonuclar vermektedir.
Ancak derin 6grenme algoritmalarmin basarisim 6rnek sayisi
onemli oranda etkilemektedir. Bu yiizden ¢ok miktarda etiketli
veri bulmak veya iiretmek biiyiik bir engel olarak goriilmektedir.
Bu problemin iistesinden gelmek icin aktarim 6grenmesi yontemi
ortaya atilmistir. Aktarim 6grenmesi, bir ag1 sifirdan egitmek
yerine, onceden egitilmis bir ag1 yeni problemin temeli olarak
kullanmayr amaclamaktadir. Bu makalede, aktarim égrenmesi
ile kumas hatas1 tespiti problemine ¢oziim aranmistir. Hatah
kumaslarin satilmasi hem iireticiye, hem de satin alan firmaya
biiyiik zarar vermektedir. Kumas hatasinin dogru ve hizh tespit
edilmesi tekstil endiistrisi icin 6nemli bir problemdir. Kumaslarin
ozgiin dokusuna ait ozellikleri oldugundan, kumas hatasimin
tespitinde aktarim Ogrenmesi yonteminin nasil sonu¢ verecegi
merak konusudur. Milyonlarca goriintii ile egitilmis AlexNet
modeli kullamlan bu cahsmada, sifirdan egitmedeki %75’lik
basar1 orani, transfer 6grenmesi ile %98’e cikarilmstir.

Anahtar Kelimeler—derin 6grenme, aktarim 6grenmesi, kumas
hatasi, alexnet, CNN.
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I. GIrIS

Kumag hatas1 tespiti, endiistride olduk¢ca ©nemli bir
yere sahiptir. Uretilen kumaslarda belli bir oramn iizerinde
hata olmast halinde, kumaglarin hepsinin iade edilmesi
gerekmektedir. Bu durum hem iireticiyi zarara sokmakta, hem
de satin alan taraf icin zaman kaybina neden olmaktadir.
Bu hatalarin tespitinde, gelisen pazar hacmi ve iiretim
kapasitelerinin biiyiikliigii sebebiyle insan goriisii ile tespit,
biiyiik oranda zaman kaybina ve hata tespit oraninin
%70’lere diismesine sebep olmaktadir [1]. Ayrica bu iglemin
dogrudan gozle yapilmasi halinde, calisanlarda kalict saglik
problemlerine sebep olmaktadir. Tespitin otomatik olarak
yapilmasi, islemlerin dogrulugunu ve hizim1 artirmakta ayni
zamanda bu isi yapan insanlarin sagligi i¢in bir tehditi ortadan
kaldirmaktadir. Hatalarin tespitinde kumasg tiirline, orgii ve
dokuma tipine gore farkli ¢oziimler gelistirilmektedir [2].

Makine oOgrenmesinde problemin ¢oziimi igin dogru
ozniteliklerin/6zelliklerin elde edilmesi gerekir. Derin 6grenme
yaklagimlarindan once bu iglem igin ayr1 ¢aba sarf etmek
gerekiyordu. Derin 0grenme ile birlikte o6zellik ¢ikarimi
otomatik olarak yapilir hale geldi. Gorilinti islemede
ozellikle siniflandirma, nesne tanima gibi problemlerin hepsi
icin aslinda benzer ozellikler kullanilmaktadir. Bu sebeple
problemin ¢oziimii i¢in her agi sifirdan egitmek yerine,
onceden egitilmis modeller tercih edilebilir.

Kumaglarda hata yakalamak ic¢in c¢esitli yOntemler
denenmistir. Literatirde en bagarili sonuglar1 dalgacik
doniistimii ve tiirevleri ile olusturulan modeller tiretmektedir
[3], [4]. Ancak kumasg hatas1 probleminde kullanilan ortak bir
veri kiimesi olmadig1 i¢in, nesnel bir karsilastirma yapmak
miimkiin degildir.

Bu calismada kumas hatas1 tespiti i¢in derin &8renme
algoritmalarindan Konvoliisyonel Sinir Aglari (CNN) [5], iki
farkli yaklagimla kullanilmugtir. Ilkinde, CNN ag1 bir kumas
veri kiimesi ile sifirdan egitilirken, digerinde 6nceden egitilmig
AlexNet ag1 ile aktarim 6grenmesi yontemi kullanilmigtir.



II. MATERYAL VE METOD
A. Veri Kiimesi

Bu calismada kendi olusturdugumuz bir kumas veri
kiimesi kullamlmistir [6]. Oncelikle, yatak kumasi imalatina
ait hatali/hatasiz kumag numuneleri alinmistir. Bu ornekler
dokuma tiirtinde, beyaz renkli diiz kumaglardir. Ancak
makine Ogrenmesi i¢in birbirinden farkli cok fazla Grnege
ihtiya¢ duyuldugundan veri ¢ogaltma yontemi ile bu veri
kiimesi olugturulmustur. Bu iglem icin eldeki kumaslarin
fotograflarindan, bir yazilim ile ayn: boyutlara sahip rastgele
parca resimleri iiretilmigtir. Sekil 1’de veri kiimesine ait bazi
ornekler gosterilmektedir. Kumas 6rneklerinden de goriildiigii
iizere kumaglarda yirtik, diigiim, cift dikis, yag lekesi gibi
hatalar bulunmaktadir. Veri kiimesi 936’s1 hatali olmak {izere
3725 ornekten olusturulmustur.

Sekil 1. Kumas parcalarindan bazi 6rnekler.

B. Yontem

Derin 6grenme uygulamalarinda aktarim Ogrenmesi
(transfer learning) sikhikla kullanilmaktadir [7]. Onceden
egitilmig bir ag, yeni bir 68renme problemi i¢in baslangi¢
noktast olabilir. Aktarim Ogrenmesi ile bir agmn ince
ayarlanmasi, sifirdan kurulmasindan ve egitilmesinden daha
kolay ve hizhidir [8]. Aktarim 6grenmesinin en énemli artisi,
onceden hazirlanmig agin zaten zengin bir 6zellik kiimesini
o0grenmis olmasidir. Bu ozellikler ¢ok farkli problemlerde
de ise yarayacaktir. Ornegin, milyonlarca goriintii iizerinde
egitilmis bir ag ile sadece yiizlerce goriintli barindiran bir veri
kiimesi iizerinde yeni bir simiflandirma yapmak i¢in yeniden
egitilebilir. Bu caligmada aktarim Ogrenmesi ve sifirdan
o0grenme yontemleri karsilagtirilmigtir.

II1. UYGULAMA

Bu caligmanin amaci, 6nceden egitilmis modelin kumasg
hatas1 tespiti problemindeki bagarisin1 test etmektir. Bu

amagla, problem icin bir derin 6grenme yaklagimi iki
farkli model ile kullanilmugtir. Ozellikle nesne tanima
[9], goriintli simiflandirma [10] gibi problemlerde oldukca
yiiksek dogrulukla calisan CNN algoritmas1 bu probleme de
uygulanmaisgtir.

A. Stfirdan egitim

Caligmada oOncelikle CNN modeli, veri kiimesinin
kendisi ile sifirdan egitilmistir. Verilerin %70’i egitim i¢in
kullanilirken, geri kalani da test icin ayrilmistir. Agda birbiri
ardina gelen konvoliisyon, maksimum havuzlama, ReLu,
normalizasyon katmanlar1 bulunmaktadir. Parametreler ve
katmanlar, dogru kiyaslama yapilabilmesi icin, bir sonraki
bolimde denenen AlexNet modeli ile ayni se¢ilmistir. Model
toplam dogrulukta %74.87°1lik bir skor vermistir (Sekil 4).
Bu deneme sonucunda, problemin ¢oziimiinde derin 6grenme
algoritmalar1 i¢in 6rnek sayisinin yetersiz oldugu, ag1 sifirdan
egitmenin bu sayida o6rnekle basarili olmadig1 goriilmiistiir.

ans =
25x1 Layer array with layers:

'data’
‘convl'

Image Input
Convolution

227x227x3 images with 'zerocenter' normalization
96 11x11x3 convolutions with stride [4 4] and pac

1

2

3 ‘relul’
4 ‘'norml'
5 'pooll’
6  ‘'conv2'
7 ‘'relu2’
8  ‘'norm2'

ReLU

Cross Channel Normalization
Max Pooling

Convolution

ReLU

Cross Channel Normalization

ReLU
cross channel normalization with 5 channels per e’
3x3 max pooling with stride [2 2] and padding [0
256 5x5x48 convolutions with stride [1 1] and pac
ReLU
cross channel normalization with 5 channels per e’

9 ‘pool2’ Max Pooling 3x3 max pooling with stride [2 2] and padding [@
10 ‘conv3' Convolution 384 3x3x256 convolutions with stride [1 1] and p:
11 ‘relu3’ ReLU ReLU

12 ‘conv4' Convolution 384 3x3x192 convolutions with stride [1 1] and pi
13 ‘relud’ RelLU ReLU

14 ‘'conv5' Convolution 256 3x3x192 convolutions with stride [1 1] and p:
15 ‘relus’ RelLU RelLU

16  'pool5" Max Pooling 3x3 max pooling with stride [2 2] and padding [0
17 ‘fc6' Fully Connected 4096 fully connected layer

18 ‘relu6’ RelLU RelLU

19 ‘drop6" Dropout 50% dropout

20 ‘fcr' Fully Connected 4096 fully connected layer

21 ‘relu7’ RelLU RelU

22 ‘'drop7' Dropout 50% dropout

23 'fc8' Fully Connected 1000 fully connected layer

24 ‘prob’ Softmax softmax

25 ‘output’ Classification Output crossentropyex with 'tench' and 999 other classes

Sekil 2. Alexnet aginin katmanlart.

B. Onceden egitilmis model: AlexNet

Ik denemedeki diisiik basarinin nedeni olarak ag1 egitmek

icin eldeki oOrneklerin yetersiz oldugu goriilmiistiir. Bu
nedenle dnceden egitilmis modelden gelen 6zellikleri, kendi
problemimize uygulayabilecek bir yontem olan aktarim
ogrenmesi kullanilmigtir. Ancak burada diger calismalardan
farkli olan sey kumas verisi ile caligmaktir. Onceden egitilmis
Googlenet, Imagenet, Alexnet, gibi aglar nesne goriintiileri ve
smiflart ile egitilmigtir. Yapilan caligmalar da genellikle az
sayida ve benzer siniflandirmalar i¢in yapilmistir. Kumas gibi
dokusal niteliklere sahip goriintiilerin kendine has o6zellikleri
olmasiin 6grenmeyi ne derece etkileyecegi merak konusudur
[11].

Calisma aktarim 6grenmesi i¢in, 6nceden egitilmis AlexNet
modeli kullanilmistir [10]. Bu model, ImageNet Biiyiik
Olgekli Gorsel Tanima Yarismasinda (ILSVRC) kullanilan
ImageNet veritabaninin [12] alt kiimesinde egitilmistir.
Model, bir milyondan fazla goriintii iizerinde egitilmis ve
goriintiileri 1000 nesne kategorisine siniflandirmistir (klavye,
fare, kalem, bir¢cok hayvan, vs). Sonu¢ olarak, model c¢ok



cesitli goriintiiler icin zengin Ozellikler barmdirmaktadir.
Alexnet aginin siniflandirma katmanlarina probleme 6zgii bir
bicimde ince ayar yapilmistir (Sekil 2’de 23. katmanda 1000
yerine 2 sinif olarak diizenlendi.).

Biiylik veriye sahip kiimelere kiyasla az sayida Ornek
olan durumlarda, giris goriintiilerine yansitma, cevirme,
dondiirme, Olgeklendirme, kirpma, giiriilti ekleme gibi
islemler uygulanmasimna veri biiylitme (data augmentation)
adi verilmektedir [13]. Bu caligmada da ornekler iizerinde
farkli doniistiirmeler yapilmigtir. Veri kiimesindeki goriintiiler
dikey eksene gore ters cevrilmis ve 30 piksele kadar
rastgele yatay ve dikey olarak dondiiriilmiigtiir. Bu islemler
de agmn asir1 yiiklenmesini ve egitim goriintiilerinin tam
ayrmtilarin1 - ezberlemesini  onlemeye yardimcir olmustur.
Ayrica modelde, ezberlemeyi onlemek icin dropout [14]
yontemi de kullanilmagtir.

Egitim sonucunda, %98.75°lik skorla olaganiistii bir
dogruluk orani elde edilmigtir (Sekil 5).

IV. SONUCLAR

Bu calismanin en 6nemli sonucu, aktarim Ogrenmesinin
literatiirde kullanilanlara gore ¢ok farkli bir alanda denenmis
ve bagar elde edilmis olmasidir. Kumag hatasi problemi i¢in
veri kiimesi olusturmadaki zorluk g6z Oniine alindifinda,
bu yontemle elde edilen bagarinin ¢ok degerli oldugu
diisiiniilmektedir.

Veri kiimesinden rastgele secilen Orneklerle ne tiir
hatalarin dogru sekilde etiketlendigi Sekil 3’te verilmigtir.
Ornekler incelendiginde kenarlarda kalmus kiiiik hatalarin bile
yakalandig1 goriilmektedir.

defected defectFree
defectFree defected

Sekil 3. Onceden egitilmis ag ile etiketlenmis bazi 6rnekler

V. GELECEK CALISMALAR

Bu calismada Alexnet modeli kullanilmigtir. Buna benzer,
onceden egitilmis bagka modellerin de bu problem iizerindeki

bagaris1 aragtirilacaktir. Bu dogrultuda kumas o6zellliklerine ve
hata tespit problemine en uygun model bulunmug olacaktir.
Veri kiimesinin de farkli tiirde hatalar ile gelistirilmesi
planlanmaktadir. Sik karsilagilan hatalardan yeterli miktarda
ornek elde edilirse, hata tiirlerine gore siniflandirma yapmak da
denenebilir. Ayrica olusturulan kumas veri kiimesi diizenlenip
paylasima acilarak, bu konuda calisan herkes icin yontemlerini
nesnel bir sekilde degerlendirme imkan sunulacaktir.
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Sekil 4. Sifirdan egitilmis agin dogruluk ve hata skorlari.
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Sekil 5. Onceden egitilmis agin dogruluk ve hata skorlari.



